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Inleiding

Binnen het brede spectrum van kwantitatieve onderzoeksmethoden zien we de laatste 
jaren een sterke opmars van diverse voorspellingstechnieken, ook wel predictieve ana-
lysetechnieken genoemd. In deze rubriektekst willen we dieper ingaan op de betekenis 
van predictieve analyse, en in het bijzonder wat deze techniek zou kunnen betekenen voor 
een discipline zoals de criminologie. Eerst bespreken we wat predictieve analyse precies in-
houdt. Vervolgens bekijken we hoe deze techniek kan toegepast worden binnen de crimi-
nologie. Tot slot gaan we dieper in op de verschillende stappen die men moet doorlopen om 
een predictief model te laten werken.

1. Wat is predictieve analyse?

De opmars van predictieve analysetechnieken kunnen we kaderen binnen de exponentiële 
groei en toepassingen van big data. Big data verwijst naar datasets die een (extreem) groot 
volume hebben en verschillende bronnen of informatieniveaus samenbrengen, die diverse 
en gedetailleerde variabelen bevatten (zie bijvoorbeeld kitchin, 2014a voor meer informa-
tie). We spreken met andere woorden over complexe datasets, bestaande uit duizenden tot 
zelfs miljoenen cases en honderden verschillende variabelen. Alhoewel deze kenmerken de 
analyse van big data tijdsintensief en complex maken, geeft dit de mogelijkheid belangrijke 
nieuwe bronnen van kennis en informatie te ontsluiten, die ons op hun beurt kunnen infor-
meren over toekomstige patronen van datgene wat we willen bestuderen.

Om deze kennis te verkrijgen, zijn de reguliere methoden niet altijd toereikend en is er nood 
aan nieuwe methoden die in staat zijn met dergelijke datasets om te gaan. Bovendien is 
er ook de trend om proactiever om te gaan met die data, bijvoorbeeld door op predictie ge-
richte analyses uit te voeren, in plaats van louter de bestaande patronen te beschrijven of te 
verklaren. Bovenstaande heeft geleid tot de ontwikkeling van predictieve analysetechnie-
ken. Predictieve analyse kan algemeen gedefinieerd worden als de analyse van een grote 
hoeveelheid historische data, met behulp van (vaak complexe) statistische modellen, met 
als doel te anticiperen op toekomstige gebeurtenissen (kuhn & Johnson, 2016), wat moet 
toelaten de beschikbare middelen proactief en dus efficiënter in te zetten. Predictieve ana-
lyse is in feite een koepelbegrip voor verscheidene statistische technieken, hoofdzakelijk 
gekenmerkt door complexe algoritmes op basis van zelflerende modellen, zoals neurale net-
werken. Hoewel meer klassieke technieken, zoals logistische regressie, ook kunnen worden 
ingezet voor predictieve analyse, voor zover het classificatieprobleem niet te complex is, zijn 
deze minder in staat om te gaan met grote hoeveelheden indicatoren of complexe relaties 
tussen de verschillende variabelen.
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Predictieve analyse wordt vandaag reeds uitgebreid toegepast in verschillende domeinen, 
bijvoorbeeld financiën en marketing. Een van de meest gebruikte toepassingen is het voor-
spellen van het klantenverloop, waarbij een bedrijf op basis van de beschikbare gegevens 
in het klantenbestand tracht te voorspellen welke klanten op het punt staan te vertrekken. 
Deze klanten kunnen vervolgens verleid worden met bijvoorbeeld een speciale promotie 
om alsnog bij het bedrijf in kwestie te blijven. Een andere veel gebruikte toepassing vinden 
we terug onder de vorm van advertenties en aanbevolen producten via websites zoals Ama-
zon, Netflix en Facebook. Deze worden bepaald aan de hand van de voorspelde interesses 
van de bezoeker, op basis van data die deze websites kunnen en mogen verzamelen. En zo 
zijn er nog tal van andere voorbeelden van situaties waarin predictieve analyse vandaag 
succesvol wordt ingezet (zie siegeL, 2013), zoals het bepalen van risicoprofielen (bijvoorbeeld 
in het kader van een lening bij de bank), het detecteren van fraude, enzovoort1.

2. Criminologische toepassingen op basis van predictieve analyse

De verzameling en analyse van big data heeft onvermijdelijk ook een impact op de sociale 
en humane wetenschappen in het algemeen (kitchin, 2014b) en de criminologie in het bij-
zonder (chan & Moses, 2015). Binnen de context van criminaliteitsanalyse, kan de (steeds 
groter wordende) hoeveelheid aan criminaliteitsgegevens in politiedatabanken beschouwd 
worden als een waardevolle bron van big data, die gebruikt kan worden om nieuwe in-
zichten en kennis over huidige en opkomende criminaliteitstrends te verkrijgen. Hiervoor 
maakte men tot voor kort voornamelijk gebruik van exploratieve technieken, bijvoorbeeld 
clusteranalyse of netwerkanalyse (zie bijvoorbeeld chen e.a., 2004), om de belangrijkste pa-
tronen te beschrijven en te visualiseren. Om effectief criminaliteit te kunnen voorspellen in 
tijd en ruimte, wordt deze manier van werken echter als té retrospectief beschouwd, in die 
zin dat patronen uit het verleden enkel beschreven worden en zonder meer geëxtrapoleerd 
worden naar het heden (groFF & La Vigne, 2002). Predictieve analyse biedt hier een alterna-
tief door prospectief-gerichte analyses mogelijk te maken en bijgevolg proactiever te kun-
nen omgaan met deze informatie.

Vandaag kennen we reeds een aantal concrete criminologische toepassingen die gebruik 
maken van predictieve analyse. Ze zijn gebaseerd op de statistische analyse van meestal 
grote hoeveelheden data en ze dienen om te anticiperen op nieuwe criminele feiten of feno-
menen (Bachner, 2013; Mccue, 2015; Perry e.a., 2013). Perry e.a. (2013) maken een onderscheid 
tussen het gebruik van predictieve analyse voor (1) het voorspellen van daders, (2) het voor-
spellen van slachtoffers, en (3) het voorspellen van waar en wanneer er een hoog risico is op 
nieuwe criminele feiten.

De eerste categorie betreft bijvoorbeeld het voorspellen van het risico op recidive (bijvoor-
beeld Berk e.a., 2009) of het identificeren van mogelijke verdachten op basis van hun achter-
grondgegevens en kenmerken van bepaalde misdrijven. Predictieve analyse gaat hier hand 
in hand met andere technieken zoals dader- en geografische profilering.

De tweede categorie richt zich bijvoorbeeld op het voorspellen van risicogroepen aan de 
hand van slachtofferkenmerken of het voorspellen van het risico op (escalering van) huise-
lijk geweld of bendegeweld (bijvoorbeeld ratcLiFFe & rengert, 2008).

1 Toch is het gebruik van predictieve analyse niet altijd even succesvol, bijvoorbeeld omdat de toepassing 
controversieel is omwille van de vertrouwelijke informatie die nodig is (bijvoorbeeld in de gezondheidszorg, 
zie cohen e.a., 2014) of omdat het moeilijk blijkt om betrouwbare indicatoren te identificeren of er data over 
te verzamelen (bijvoorbeeld bij het voorspellen van aardbevingen, zie siLVer, 2012).
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Bij de derde categorie wordt getracht om toekomstige misdrijven zo nauwkeurig moge-
lijk te voorspellen in tijd en ruimte om op basis daarvan politiepatrouilles proactief te kun-
nen aansturen. Deze toepassing wordt ook wel aangeduid met de Engelse term predictive 
policing (ratcLiFFe, 2014). De laatste jaren is men wereldwijd gestart met het introduceren 
van deze toepassing binnen diverse politiediensten (zie harDyns & ruMMens, 2016 voor een 
uitgebreide discussie).

Het potentieel om criminaliteit te voorspellen volgt uit de empirische observatie dat cri-
minaliteit niet willekeurig plaatsvindt, maar dat er contextuele factoren zijn die criminali-
teitsopportuniteiten creëren en beïnvloeden (BrantinghaM, 2013; eck & WeisBurD, 2015; kinney 
e.a., 2008). Deze indicatoren kunnen geïdentificeerd worden en dienen om potentiële risi-
colocaties, daders of slachtoffers te voorspellen. Predictieve analyse is echter niet geschikt 
ter verklaring van die criminaliteitsfenomenen of kan niet ingezet worden in het kader van 
een duurzame en structurele preventie. In dat opzicht dient predictieve analyse steeds als 
een complementair instrument beschouwd te worden, dat zijn plaats heeft naast de meer 
traditionele kwantitatieve onderzoekstechnieken.

3. Hoe werkt predictieve analyse? 

Wanneer we bovenstaande toepassingen willen hanteren, kunnen we grosso modo drie 
belangrijke stappen onderscheiden bij het ontwikkelen van een predictief model: (1) de da-
taverzameling, (2) de statistische modellering, en (3) de interpretatie en evaluatie van de 
resultaten (zie figuur 1).

• Grote hoeveelheid historische data
• Evaluatie datakwaliteit

• Trefkans
• Precisie
• Predictie-index
• ROC-AUC

• Klassieke modellen
• Zelflerende modellen
• Ensemblemodellen

Dataverzameling

Statistische modellering

Interpretatie en evaluatie
van de resultaten

1

2

3

Figuur 1. De verschillende stappen bij de toepassing van predictieve analyse

3.1 Dataverzameling

De eerste belangrijke stap is het verzamelen van datamateriaal. Zoals eerder vermeld, werkt 
predictieve analyse op basis van grote hoeveelheden historische data. Predictieve ana-
lysetechnieken zijn in de eerste plaats bedoeld om grote hoeveelheden data aan te kunnen, 
maar hebben die grote hoeveelheid data ook nodig om effectief te zijn. Immers, hoe meer 
associaties er kunnen gemaakt worden tussen de indicatorvariabelen (kenmerken die men 
gebruikt om iets te kunnen voorspellen) en de uitkomstvariabelen (wat men uiteindelijk 
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probeert te voorspellen, bijvoorbeeld het risico op nieuwe criminele feiten), hoe beter het 
model de verschillende mogelijke patronen en de associaties tussen de verschillende in-
dicatoren leert kennen. Welke data verzameld moeten worden en welke stappen moeten 
gezet worden in het kader van datapreparatie is afhankelijk van de concrete toepassing (zie 
supra) waarvoor predictieve analyse wordt ingezet.

Aangezien de voorspellingen gebaseerd worden op historische data, is de datakwaliteit 
uiteraard van groot belang. Hoe preciezer en accurater deze data, hoe kwaliteitsvoller de 
resulterende voorspellingen zullen zijn. Een kwaliteitsevaluatie van de te gebruiken data is 
dus steeds noodzakelijk. In het geval van criminaliteitsanalyses zullen deze kwaliteitscrite-
ria bijvoorbeeld bepalen welke delicten al dan niet geschikt zijn voor predictieve analyse: 
minder geschikte delicten hebben ofwel een lage frequentie en leveren dus niet genoeg 
data, of ze hebben een lage aangiftebereidheid wat ervoor kan zorgen dat de voorspellingen 
verstoord worden. Delicten met persoonlijke motieven zijn bijvoorbeeld ook minder ge-
schikt, aangezien er minder voor de hand liggende meetbare indicatoren kunnen gevonden 
worden dan bij delicten waar dader en slachtoffer elkaar niet kennen (en er meer rationele 
motieven aan ten grondslag liggen).

De vraag kan ook gesteld worden hoever men moet teruggaan in de tijd en hoeveel ken-
merken men dient toe te voegen om tot succesvolle voorspellingen te kunnen komen. Voor-
gaand onderzoek heeft aangetoond dat we een logaritmische relatie2 kunnen verwachten 
tussen de lengte van de historische tijdsspanne waarvoor data verzameld is en de voor-
spellingsprestaties, wat wil zeggen dat het toevoegen van bijkomende jaren aan historische 
data in het begin een grote winst in voorspellingprestaties met zich meebrengt, maar dat 
deze winst zich uiteindelijk zal uitvlakken zodanig dat het blijven toevoegen van histori-
sche data geen meerwaarde meer heeft in functie van het verbeteren van de voorspellingen. 
Hier zijn twee redenen voor: in de eerste plaats zijn de meest recente data vaak het meest 
informatief voor de toekomstige patronen. De meest recente data krijgen vandaar vaak ook 
meer gewicht bij de analyse. Ten tweede zal het gebruik van een steeds langere historische 
tijdsspanne uiteindelijk ook meer ruis introduceren, wat wil zeggen dat een steeds groter 
wordend deel van de data eigenlijk geen nieuwe informatie meer levert over de associatie 
tussen de indicatoren en de uitkomstvariabele. Verder onderzoek moet uitwijzen wat bij-
voorbeeld de ideale historische tijdspanne is waarmee men moet rekening houden in het 
kader van criminaliteitsvoorspellingen.

3.2 Statistische modellering

De tweede stap is statistische modellering van de in de eerste stap verzamelde historische 
data (zie supra). We kunnen een onderscheid maken tussen twee types modellen: (1) de klas-
sieke statistische modellen (bijvoorbeeld logistische regressie) en (2) zelflerende modellen 
(bijvoorbeeld neurale netwerken). De combinatie van meerdere modellen, ook wel ensem-
ble-modellering genoemd, behoort ook tot de mogelijkheden.

De klassieke statistische modellen zijn reguliere kwantitatieve technieken die ook ingezet 
kunnen worden voor predictieve analyse. Het meest gebruikte model binnen deze categorie 
is logistische regressie. Logistische regressie is een standaard en relatief eenvoudig statis-
tisch model dat gebruikt wordt voor classificatie in twee (of meer) groepen op basis van 

2 Dit is nog niet empirisch vastgesteld voor criminologische toepassingen, maar wel in andere domeinen 
(zie bijvoorbeeld BaLLings & Van Den PoeL, 2012).
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de waarden van de indicatorvariabelen (agresti, 2013). Gebaseerd op de klassieke model-
len werden ook een aantal modellen ontwikkeld specifiek voor concrete criminologische 
toepassingen (bijvoorbeeld Wang & BroWn, 2012). Zoals in het begin van deze rubriektekst 
aangegeven, zijn deze reguliere technieken minder bruikbaar wanneer men te maken heeft 
met complexe voorspellingen op basis van een grote hoeveelheid indicatoren.

Wanneer de klassieke modellen niet voldoen, kan geopteerd worden voor zogenaamde zelf-
lerende modellen, die gekenmerkt worden door een hogere voorspellingskracht en betere 
voorspellingen opleveren wanneer we te maken hebben met complexe (uitgebreide) da-
tasets (haykin, 2009). Neurale netwerkmodellen zijn hier het typevoorbeeld. Dit type van 
modellen leert patronen te herkennen in de data en corrigeren zichzelf in iteratieve cycli op 
basis van gekende (historische) waarden voor de uitkomstvariabele. De structuur van dit ty-
pe modellen kan beschouwd worden als een black box: men krijgt namelijk geen inzicht in 
de werkelijke relaties tussen de indicatorvariabelen en de uitkomstvariabele. Dit betekent 
in de praktijk dat ze wel een predictieve, maar geen verklarende waarde hebben (= een an-
dere finaliteit dan de reguliere technieken). Het is dan ook moeilijker om te bepalen welke 
indicatoren het meest van invloed zijn op de uitkomstvariabele, bijvoorbeeld wanneer men 
minder relevante variabelen zou willen weren uit de analyse, terwijl dit bij een klassiek 
model zoals logistische regressie, wel mogelijk is. Bovendien bestaat er bij dit type van mo-
dellen gevaar voor overfitting, waarbij het model wel beter wordt in het voorspellen van 
de trainingsdata, maar slechter in het verwerken van nieuwe data. Om dit probleem op te 
vangen, wordt de verzamelde data gewoonlijk onderverdeeld in een trainings-, validatie- en 
testset (volgens een 70%-20%-10% verdeelsleutel). De trainingsset wordt hierbij gebruikt om 
het model te ontwikkelen (‘trainen’), de validatieset om het model verder te verfijnen en de 
testset dient als ultieme test van het model. Op deze manier kan de werking van het model 
uiteindelijk beoordeeld worden op basis van ongebruikte (en idealiter onafhankelijke) data.

Aangezien zowel de klassieke als de zelflerende modellen elk hun eigen voor- en nadelen 
hebben, kan het nuttig zijn om combinaties te maken (ensemble-modellering). Empirisch 
onderzoek heeft aangetoond dat het combineren van modellen betere resultaten kan ople-
veren dan de deelmodellen afzonderlijk, gezien de sterktes van het ene model de zwaktes 
van het andere kunnen opvangen (Zhou, 2012). Een mogelijke combinatie is bijvoorbeeld een 
logistisch regressiemodel met een neuraal netwerkmodel, waarbij de hogere stabiliteit van 
de logistische regressie gecombineerd kan worden met de hogere voorspellingskracht van 
het neurale netwerk.

3.3 Interpretatie en evaluatie van de resultaten

In de derde stap kunnen de resultaten van het model geïnterpreteerd en geëvalueerd wor-
den. Dit gebeurt doorgaans door middel van een classificatietabel (zie tabel 1); een kruistabel 
waarbij de frequenties van de voorspelde waarden tegen de frequenties van de werkelijke 
waarden worden uitgezet. Hieruit kan op een eenvoudige manier afgeleid worden in welke 
mate de voorspellingen correct (Juist-positief en Juist-negatief) of foutief (Fout-positief en 
Fout-negatief) zijn.
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Tabel 1. Structuur van een classificatietabel

Werkelijke situatie

Voorspelde situatie
Nieuwe criminele feiten Geen nieuwe feiten

Nieuwe criminele feiten (Juist-positief) (Fout-positief)
Geen nieuwe feiten (Fout-negatief) (Juist-negatief)

De output van het model is telkens voor elke analyse-eenheid (bijvoorbeeld ‘locaties’ bij 
spatiotemporele predicties van criminaliteit) de statistische kans (probabiliteit) dat wat we 
trachten te voorspellen ook werkelijk plaatsvindt (bijvoorbeeld of nieuwe criminele feiten 
zullen plaatsvinden). De vraag stelt zich dan hoe hoog dat de probabiliteit moet zijn om er 
vanuit te gaan dat de voorspelde gebeurtenis zal plaatsvinden. Deze drempelwaarde (cut-
off) kan bepaald worden met behulp van de Receiver Operating Characteristic (ROC) curve. 
De ROC-curve geeft de sensitiviteit weer in functie van de aspecificiteit. De sensiviteit geeft 
de proportie correcte voorspellingen weer (ook wel trefkans of juist-positieven genoemd). 
De aspecificiteit geeft de proportie foute voorspellingen weer, die onterecht als hoog-risico 
aangemerkt werden (‘vals alarm’, ook wel fout-positieven genoemd). Gewoonlijk wordt een 
drempelwaarde met behulp van de ROC-curve gekozen die de verhouding tussen deze twee 
waarden maximaliseert (dus een zo hoog mogelijke trefkans ten opzichte van een zo laag 
mogelijk aandeel fout-positieven). Deze afweging tussen enerzijds een hoge trefkans en 
anderzijds zo weinig mogelijk fout-positieven is van groot belang bij het evalueren van de 
voorspellingskwaliteit. Het doel is uiteraard om zo veel mogelijk correcte voorspellingen te 
maken, maar een hoog aantal voorspellingen kan ook een hoog aantal fout-positieven met 
zich meebrengen. In de praktijk brengt een hoog aantal fout-positieven een hogere kost met 
zich mee, bijvoorbeeld door het onterecht inzetten van middelen of personeel bij het voor-
spellen van plaatsen waar criminaliteit zal optreden of bijvoorbeeld omwille van ethische 
bezwaren bij het voorspellen van daders. In die situaties kan het wenselijk zijn om conser-
vatievere voorspellingen te maken en dus het laag houden van het aandeel fout-positieven 
te laten primeren. Het balanceren tussen deze afwegingen vinden we ook terug in de para-
meters die gebruikt worden voor het evalueren van de voorspellingskwaliteit.

Voor het evalueren van de voorspellingskwaliteit kunnen verschillende parameters ge-
bruikt worden (zie tabel 2):

Tabel 2. Parameters voor het evalueren van de voorspellingskwaliteit

Parameter Definitie

Trefkans # juist-positieven
# werkelijke feiten

Precisie # juist-positieven
# juist-positieven+# fout-positieven

Predictie-index trefkans
oppervlakte voorspeld risicogebied / totale oppervllakte onderzocht gebied

ROC-AUC oppervlakte onder de curve van de ROC-grafiek

(1) In de eerste plaats kan men kijken naar de de trefkans (aantal juist-positieven ten op-
zichte van het totale aantal werkelijk gebeurde feiten). Dit is de meest voor de hand lig-



Rubriektekst |  Editorial note

219
PANOPTICON 38 (3) | 2017

219

gende maat, aangezien een van de hoofddoelen van predictieve analyse is om een zo hoog 
mogelijk aantal correcte voorspellingen te bereiken. Het kan echter in zekere zin ook een 
misleidend cijfer zijn, aangezien een verhoging van het totale aantal voorspellingen een 
artificiële verhoging van de trefkans met zich kan meebrengen. Om dit probleem op te van-
gen, wordt gewoonlijk ook gekeken naar de precisie van de voorspellingen.

(2) De precisie geeft het aantal correcte voorspellingen (juist-positieven) ten opzichte van 
het totale aantal hoog-risico voorspellingen (som van juist-positieven en fout-positieven) 
weer. Hoe hoger de precisie, hoe minder fout-positieven er zijn en hoe efficiënter de voor-
spellingen dus zijn. In de praktijk moet vaak een afweging gemaakt worden tussen een ho-
gere trefkans of een hogere precisie. Denk bijvoorbeeld aan het extreme voorbeeld dat elke 
geanalyseerde eenheid als hoog-risico wordt aangemerkt: alhoewel de trefkans dan 100% is, 
hebben de resultaten geen praktische waarde meer wegens ontoereikende precisie.

(3) Voor spatiotemporele predicties van criminaliteit wordt er vaak ook gebruik gemaakt 
van predictie-indices die rekening houden met de spatiale dimensie, waarbij de relatieve 
oppervlakte van de voorspelde zone ten opzichte van de totale zone in overweging wordt 
genomen (bijvoorbeeld de prediction accuracy index van chainey e.a., 2008). Hierbij wordt 
gestreefd naar een evenwicht tussen een hoge trefkans en een kleine voorspelde risicozone.

(4) Tot slot wordt ook de Area Under the Curve (AUC) van de ROC-curve gebruikt om pre-
dictieve modellen te evalueren. Dit wordt beschouwd als een neutralere maatstaf, want de 
ROC-AUC is onafhankelijk van de gekozen drempelwaarde. De ROC-AUC laat dus toe de pre-
dictieve analysemodellen te evalueren zonder dat de discriminatiedrempel bepaald moet 
worden. Het bovenstaande dilemma tussen een hogere trefkans of een hogere precisie 
wordt op die manier vermeden. De ROC-AUC is in het bijzonder geschikt om verschillende 
modellen met elkaar te vergelijken.

Besluit

Predictieve analysetechnieken berusten doorgaans op geavanceerde kennis met betrek-
king tot dataverwerking en -analyse. Criminologen die over de nodige statistische bagage 
beschikken, kunnen deze techniek in de toekomst ongetwijfeld inzetten in het kader van 
allerhande nieuwe toepassingen. Maar ook criminologen die uitsluitend over een basisken-
nis statistiek beschikken, kunnen door samen te werken met methodologen of statistici 
creatief op zoek gaan naar terreinen waarbinnen predicties een meerwaarde kunnen bete-
kenen. De toepassing van predictieve analyse binnen de criminologie staat op dit moment 
echter nog in haar kinderschoenen en heeft dus nood aan meer empirisch en methodolo-
gisch onderzoek om het potentieel van predictieve analyse ten volle te kunnen benutten. 
De succesvolle toepassing van predictieve analyse kan immers een meerwaarde betekenen, 
die niet alleen een nieuwe bron van kennis ontsluit, maar ons ook toelaat proactiever om te 
gaan met deze kennis.

Niettemin zijn er ook enkele kritische kanttekeningen te maken bij het gebruik van pre-
dictieve analyse (harDyns & ruMMens, 2016; schuiLenBurg, 2016). De verzameling van grote 
hoeveelheden data (big data) door de overheid, maar ook door commerciële bedrijven, roept 
vragen op met betrekking tot de privacy. Ook het gebruik van predictieve analyse zelf houdt 
gevaren in. Zo kan de vraag gesteld worden of een voorspelling volstaat om bepaalde acties 
te ondernemen en of dit niet kan leiden tot een groter risico op etnische profilering of het 
verwaarlozen van basisbeginselen zoals het vermoeden van onschuld. Bovendien is er ook 
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het gevaar dat men te blind gaat vertrouwen op technische hulpmiddelen, zonder rekening 
te houden met de grenzen die eigen zijn aan de methodiek. Wil men deze technieken in de 
toekomst succesvol inzetten, zal men ook met deze uitdagingen moeten kunnen omgaan.
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